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Meta—learning = Ensemble methods

e Cil — pouzit k predikci kombinaci vice riznych model
e Meta—learning (meta uceni)

— kombinovani vice modell
— metaznalost — znalost o znalosti

e Zakladni parametry (co musime urcit?)
— jak pouzijeme (rozdélime) trénovaci data
— jaké typy modell kombinujeme
— jak ve vysledku klasifikujeme

? Co je cilem meta-learningu?



Bumping — cesta k meta-learningu

metoda vyuzivajici pouze jeden model, ktery je ale vybrany z
vice modelli nauc¢enych na jednéch trénovacich datech

z trénovacich dat o N prvcich je vytvoreno M trénovacich
mnozin nahodnym vybérem s opakovanim o N prvcich
(metoda bootstrap) — pouziti pokud je malo dat

chyba modelu je spoctena ze vsech trénovacich dat a na jejim
zakladeé jsou vybrany nejlepsi ) \ )
parametry modelu b z b =arg minZLF(yi, f(bj,xi)j
M vytvofenych model( BB =l

vysledky na novych testovacich datech dokladaji, ze tento
zpusob vede k vybéru lepsiho modelu nez pri vypoctu ze vSech

trénovacich dat (zejména robustni vuci uviznuti v lokdlnich
extrémech)



Bagging — idea

e Bagging = bootstrap aggregating

e \ytvorim z trénovacich dat M mnozin metodou bootstrap —
tedy vybér s opakovanim

e Z dat nau¢im M modell stejného typu (napr. rozhodovacich
stromu)

e P¥iklasifikaci necham M modeld hlasovat o konecné predikci,
vsechny modely jsou si rovnocené (maji stejnou vahu)

e vede ke zpresnéni (a stabilizaci) predikce, zhorseni
pozorovana jen ve vyjimecnych pripadech

e princip metody zalozen na teorii bias-variance dekompozice



Bagging — tvorba modelu

e mame N trénovacich dat, vybereme z nich nahodné vybérem s
opakovanim N instanci — jako v metodé bootsrap

— pravdépodobnost vybéru jednoho pfikladu je 1/N
— pfrivybéru N prvkl je pravdépodobnost, Ze jeden konkrétni nebude ve

vybéru
N
(M) — 1:0,368
N N—w @

— teoreticky po vybéru N prvkd zbude 0,368.N prvkl na testovani
e Tento postup zopakujeme M-krat, pokazdé jinou N-tici prvkd,
takze modely nebudeme trénovat na stejnych datech
e Uceni modelu pak vypada tak, ze vzdy vybereme nahodné s

opakovanim N prvkU, nau¢ime model a ulozime jeho nastaveni.
Mame tak na konci M rizné nastavenych modelu stejného typu.



Bagging - predikce

® mame novou instanci x

e pro kazdy z M modelt urci tridu, do které ma byt prvek
klasifikovan

e vrat tfidu, kterd byla nejc¢astéji predikovana, dil¢i modely jsou
tedy rovnocené (C je pocet trid)

AN M AN
Ghaggind X ) = arg max Z /i (x)

i=1..C j=1

e v pfipadé regrese vrat primérnou vystupni hodnotu

A 1 M, A
EEES WIS

? Popis princip a vilastnosti baggingu (v c¢em spociva diverzifikace) 7



Bagging — vlastnosti, pouziti

pouziti v pripadé nedostatku dat

zvySuje stabilitu a presnost (snizuje varianci a riziko
preuceni)

typicka aplikace na nestabilni modely (napr.
rozhodovaci stromy, NN)

prednosti RS je jejich interpretovatelnost, ktera se vsak
pouzitim baggingu ztraci

nepouziva se na linearni (velky bias, silna generalizace)
a robustni (IBL) modely — nema efekt

existuje i vahova varianta MetaCost (pokud vystupy
modelu maji pravdépodobnostni charakter — Bayes,
NN)

8



Stacking — zakladni rysy

duvéryhodnosti své predikce (logitovy model, NN, Bayes, ...)

e trénovacich data urcena vybérem typu Cross-Valiadation, coz je
vypocetneé narocné

e variantou je oznaceni dil¢ich modelu vahou w;, kterou je nasobena

(A &4

sVvVVvV/

mnoziny trénovacich dat, jejich predikci na testovacich datech ziskame
vstupni hodnoty do modelu drovné 1 (metalearner). Jeho struktura je
jednoducha (linedrni, RS). Pocet vstupl do meta-modelu odpovida
poctu modelt drovné 0, nebo jeho ndsobku poctem trid (kdyz je
vystupem nizsSiho modell pravdépodobnost klasifikace do kazdé zegth’d)

V ¢em spociva diverzifikace stackingu?



Stacking — varianta s vypoctem vah

byla minimalizovana chyba LF od pozadovaného vysledku

e test predstavuje mnozinu testovacich dat. Zapis f * znamena
model nastaveny na zakladé trénovacich dat (bez t
testovacich), x*t testovaci data, |test| pocet déleni pomoci
Cross-Validation

[test|
w=argmin )’ LF(y+t , iwj : fj‘t(x+t )J
W t=1

j=1

e idealné jsou vahy nastaveny tak, aby jejich soucet byl roven 1

10



Boosting — idea

* nejpouzivanejsi metoda meta-learningu

e smyslem je vytvoreni vice modelu stejného typu, jejichz
presnost staci lepSi nez ndhodna, tzv. weak learner (vice nez
50% uspésneé klasifikovanych prvku)

e princip diverzifikace metody spociva v tom, ze jsou postupné
vytvareny modely vice specializované na trénovaci data, ktera
model predesly klasifikoval chybné

e ruzné algoritmy se lisi zpusobem, jakym zvysuji vyznam
trénovacich dat, ktera nebyla v predeslych modelech
rozpoznana

e predpoklad je, ze vice jednoduchych modelu pokryje presnéji

prostor moznych reseni
V éem spociva diverzifikace boostingu? 1



Boosting — bez vahy (ostranuje data)

pUvodni idea nepouziva vah, jedinou diverzifikaci je cileny
vybér trénovacich prvkia podle Uspésnosti klasifikace
predeslych modelt

na prvni model je pouzito napr. N/3 dat vybérem bez
opakovani, z nich nastaven prvni model f, s pfesnosti lepsi nez
50%

dalsi model f, je nastaven z dat, ktera model f, klasifikuje
chybné a z dalsich dosud nepouzitych dat

tak Ize pokraCovat do vyCerpani trénovaci mnoziny
klasifikace pak probiha jako hlasovani nau¢enych modelu

neni jasné definovano, jakym zplUsobem jsou data vybirana,
respektive neni dukaz o tom, jaky zpUsob je nejlepsi (vybéry
jsou vSak vzdy bez opakovani)

12
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Boosting — s vahou (kazdy prvek ma vahu)

e tato verze pocita s vahami jednotlivych zaznamu

e model je vzdy trénovan na vsechna trénovaci data, avsak
chybu klasifikace jednoho prvku ovliviauje jeho vaha (pokud ho
predeslé modely vzdy poznaly, ma na chybu mensi vliv)

e obecneé se tento postup stale vice specializuje na problémové
prvky a vede k vétsi chybé dil¢iho modelu (nové vytvoreného)

e dale je kazdému vytvorenému modelu na zakladé jeho
presnosti pridélena vaha modelu a, ktera urcuje jeho vliv na
konecnou klasifikaci

 modifikaci je vybér novych trénovacich prvkd s opakovanim
podle jejich pravdépodobnosti odvozené z velikosti vahy w

14



Boosting — celkova chyba modelu

e s pribyvajicim poctem modelu se jejich dilci chyba zvétsuje
(zelena), ale celkova chyba jak na trénovacich (¢erna) tak na
testovacich datech se zmensuje

E

A
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? Proc se u Boostingu s rostouci iteraci ,,dilci trénovaci chyba modeli“ zhorsuje
15



AdaBoost — princip

e AdaBoost — vyznamny boostingovy algoritmus
e dano N zaznamu x,y
e vaha kazdého prvku W,(i)=1/N, kde i=1..N
e opakuj k-krat
— nau¢ model C, z dat s ohledem na vahy W,(i)

— z chyby E, modelu C, vypocti vahu modelu ¢,

— vytvof W,,, tak, Ze zvétSena vaha chybné klasifikovanych,
oslabena dobre klasifikovanych zaznamu

e vytvoren klasifikator tvoreny k modely

? popiste princip algoritmu AdaBoost
16



Boosting —zakladni algoritmus (binarni klasifikace)

e Algoritmus — uceni
— nastav stejné vahy vSsem N prvkdm, k=1 (index iterace), opakuj:
e nauc¢ model s ohledem na vahy W, prvku
e vypocti chybu modelu E, na vSech trénovacich datech

E, ZW i)-LF(y.,,C,(x,))

e konec kdyz E,=0 nebo E;,>=0,5 (horSi nez nahodny)
e prepocti W, vSech prvku a spocti o pro tento model, k=k+1

E, , . .
: : chybné klasifikace W,
Wk+1(|):Wk(I)' 1- Ek y Wk+1 \I/(Vl( z )
1 spravnaklasifikace Z k+1
E 1-E
=—lo k_—lo k

? Vyskytuje se v algoritmu boosting resubstitucni chyba 17



AdaBoost — komentare k algoritmu

e Poznamka
N
- Kédovanitfid=1/+1 g =>"w,(i)-LF(y,,C,(x,))
e Odhad chyby modelu =1

— protoze se pocita pres trénovaci data, jedna se o chybu
resubstitucni (byt je model ucen na datech vahovanych)

Vaha dilciho klasifikatoru

— «, je vaha klasifikatoru C,

e Konecna klasifikace

G(x) = SigniMz1 o, -C, (x)

18



AdaBoost - vlastnosti

AdaBoost redukuje trénovaci chybu exponencialné v
zavislosti na rostoucim poctu k. v hlasujici skupiné.

pokud kazdy z klasifikatoru ve skupiné dava lepsi vysledky nez
nahodné, vahové rozhodnuti celé skupiny zarucuje pokles
chyby na trénovacich datech

velmi ¢asto dochazi k podobnému poklesu i na testovacich
datech

pozor, algoritmus je mozné preucit (odviji se zejména od
priliSné slozitosti dil¢ich modell)

Occamovo ostri — identicka chyba boosting modell, druhy
vSak z vice modell — empiricky zjiSténo, Ze je na testovacich
datech presnéjsi; neni v rozporu, viz. hranice (meze) u
separace optimalni nadrovinou — respektive modely nejsou ve

skutecnosti identické 19



AdaBoost — priklad

binarni klasifikace
10 vstupnich velicin
vsechny maji
normalni rozlozeni
2.000 trénovacich
10.000 testovacich
sledujeme chybu na
testovacich datech
(test error)

Test Error
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Hlavni charakteristiky 1/2

e Bagging

— trénovacich dat N, nahodnym vybérem s opakovanim M
trénovacich mnozin, pouziti kdyz mame malo dat a nestabilni
prediktor (RS, NN)

— M modell stejného typu naucené z M trénovacich vybéru
— diverzifikace ruznymi trénovacimi mnozinami

— jednotlivé modely jsou rovnocené, rozhoduje nejCastéjsi
vysledek (klasifikace) nebo primér (regrese)

e Stacking
— pouziti déleni dat typu Cross-Validation
— modely ruzného typu naucené vzdy ze stejnych trénovacich dat
— diverzifikace riznymi algoritmy
— kazdy model ma svou vahu (miru davéry ve svou predikci) )1



Hlavni charakteristiky 2/2

e Boosting

— trénovaci data vahovana, posilovani chybné predikovanych
zaznamu

— pouziti M modell stejného typu

— diverzifikaci tvori postupné se ménici vahy trénovacich dat
v zavislosti na tom, jak uspésné jsou klasifikovany
jednotlivymi modely

— klasifikace probiha na zakladé hlasovani jednotlivych
modelU; je brana v potaz vaha kazdého modelu

VIS charakterizuj hlavni rysy kazdé z metod 22



