FAKULTA ELEKTROTECHNIKY A KOMUNIKACNICH TECHNOLOGI]
VYSOKE UCENI TECHNICKE V BRNE

SHLUKOVA ANALYZA

Autor textu:
Ing. Petr Honzik, Ph.D.

Kwéten 2014

Komplexni inovace studijnich programu a zvysovani kvality viuky na FEKT VUT v Bmeé
OPVE CZ.1.07/22.00/28.0193

"‘-u.-':‘ ...
[ ]
U ] o
. M
socialni Y11 _ : . OP Vzdélavani

fondvCR EVROPSKA UNIE ' pro konkurenceschopnost

INVESTICE DO ROZVOJE VZDELAVANI




o U B WN =

Obsah prednasky

. Shlukova analyza

. Podobnost objektu

. Hierarchické shlukovani

. Nehierarchické shlukovani
. Optimalni pocet shluku

. Dalsi metody



Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Uceni bez ucitele

neni dana vystupni klasifikace (veli¢ina G)

cil: vytvoreni shluku, tedy nalezeni takovych skupin zaznamu,
které jsou si navzajem podobnéjsi nez zaznamy ostatni

cil: urceni (vytvoreni) vystupniho vektoru G

aplikace: analyza DNA (hledani charakteristickych sekvenci);
analyza trhu, rozpoznani novych segmentu; analyza obrazu —
rozpoznani hran a objektl; web-mining — rozliSovani riznych
typu dokumentu; bezdratova komunikace — nalezeni center
skupin Cidel

zakladni metody jsou shlukova analyza a asociacni pravidla
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Formulace ulohy

e yje mnozina N objektu. Rozklad £2-{C,,C,,...,C,}
mnoziny y je mnozina disjunktnich, neprazdnych
podmnozin, které dohromady tvori ¥. Pro i=:

C.nC, =0 CGuGu..uC, =y

e kazda mnozina C; se nazyva kmponentou rozkladu

e shlukovani je pak takovy rozklad mnoziny g, ktery
maximalizuje vzajemnou mezishlukovou
nepodobnost (nebo minimalizuje podobnost)



Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Metody a nastroje

e shlukova analyza hierarchicka vs. nehierarchicka
e hierarchicka

— systém navzajem ruznych neprazdnych podmnozin,
pricemz prunik libovolnych dvou podmnozin je jedna z nich
nebo mnozina prazdna

— v systému existuje alespon jedna dvojice podmnozin, jejiz
prunik je jedna z téchto mnozin

— graf (binarni strom) znazornujici hierarchické shlukovani se
nazyva dendrogram

e nehierarchicka

— ruzné neprazdné podmnoziny s prazdnym prinikem

? jak se déli medoty shlkuovani
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Vzdalenost mezi instancemi, metrika

e Normalizace velicin
— aby byly vstupni veli¢iny souméritelné, jsou normalizovany

— typickou normalizaci je standardizované normalni rozlozeni se stredni
hodnotou 0 a rozptylem 1 (ze z na x)

1 v |2 Z. —Z.
Zij 3] :{NZ(ZU _Zj)z} Xj = ——

1 N
Zj:—
N i

e Metriky
— Minkowského (p-norma)

N 1/p
— Manhattanska (téz City block) d p(X, Y) = (Z|Xi - Yi|pj
— Euklidovsk =

— Hammingova

? z jakého duvodu se provani normalizace velicin 6



Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Vzdalenost mezi shluky

e Hierarchické metody shlukovani dle metriky urcujici
vzdalenost mezi dvéma shluky
— metoda prumérova (prumér ze vSech vzajemnych dvojic)

— metoda centroidni (vzdalenost aritmetickych pruméru
prvkd z kazdého shluku)

— metoda nejblizsSiho souseda (dva nejblizsi z obou shluku)

— metoda nejvzdalenéjsiho souseda (2 nejvzdalenéjsi ze
shlukl)

— metoda medianova (vzdalenost stfredniho z prvkd obou
shluk()
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Hierarchické metody - princip

e Déleni podle postupu tvorby

— aglomerativni (od jednotlivych prvkl=shlukt postupnym
slucovanim az k jednomu shluku)

— divizni (na pocatku jeden velky shluk, postupny rozklad az
po jednotlivé prvky, jen prvni déleni 2V-1-1 moznosti)

e dendrogram — binarni strom
znazornujici hierarchicke tJ
shlukovani; kazdy uzel
predstavuje shluk; rezy
stromu predstavuji {(1.2,3).(4.5)
jednotlivé rozklady

1 2 3 4 5

{(1.2).(3).(4).(5)}

{(1.2,3),(4).(5)}

vzdalenost

Co je to dendrogram? Co je divizni shlukovani, jakou ma nevyhodu? 3
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Hierarchické metody - vlastnosti

e pri opakovaném pokusu nachazi stejné reseni

e schopnost sledovat i, linii“, nejen podobu co do
,oblasti (zavisi na typu metriky mérici vzajemnou
vzdalenost shluk()

e vystupem je dendrogram
e aglomertaivni metoda — jednoduchy algoritmus

Jsou hierarchické metody deterministické nebo stochasticke?
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Hierarchické metody - algoritmus

e Aglomerativni metoda
— nulty rozklad, kazdy jednotlivy prvek je povazovan za
samostatny shluk

— v i-tém kroku najdeme takovou dvojici shlukd, jejiz
vzdalenost je nejmensi (nepodobnost je nejmensi) a tyto
shluky sjednotime

— v poslednim kroku jsou shluky spojeny a vznika jeden shluk
odpovidajici celé definicni mnoziné

10
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Hierarchické metody (centroidn
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Hierarchické metody — priklad 1
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Shlukova analyza, Hierarchicke, I\
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Hierarchické metody (nejblizsi s.) — priklad 2
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Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Hierarchické metody (NS,C) — priklad 3
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Shlukova analyza, Hierarchicke, I\
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Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

K-means —vlastnosti

e pfivytvareni malého poctu shluku z velkého poctu
dat

e pro data kvantitativni bez odlehlych hodnot (je treba
normalizovat jednotlivé veliciny)

e pokazdé vede k jinému reseni

e rychle iteruje i pri velkém poctu dat, nalezeni
zpravidla lokalniho optima

e vhodné pro vetsi pocCet dat

Je metoda K-means deterministicka?
20



~
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K-means — princip

dano: data X, pocet shluku K (cilené, nahodné, heuristiky)

cil: nalezeni K shlukt tak, Zze mezishlukova suma ctverct bude
minimalizovana
princip
— urceni pocatecnich K charakteristickych vektort u
— v cyklu opakuj:
e podle charakteristckého vektoru u prirad vSsem bodim jejich tridu
e spocitej z bodu jednoho shluku jejich novy charakteristicky vektor u podle

V Vev

— ukoncovaci podminka:

e konec, pokud 1 (nebo 2) nova iterace nezpulsobi zménu klasifikace ani
jednoho z prvku

21
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Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Do

K-means — algoritmus

. K shluku, vstupni data x,,..., X,

1 Pocdatecni urceni K center (nahodné, apriorni znalost, tézisté vSech bodu
a extrémy, atd.) — y;

2. Klasifikuj do trid C,,...,C podle minima euklidovské vzdalenosti od
vektoru y;

3. Opakuj v cyklu
- kazdému prvku x; je pfifazena klasifikace g;

g = )|
Jj=L...K
- prepocitej vektory y;
1 &|x, g =C,
M= CZ{ 0,g #

22
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K-means - priklad
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Shlukova analyza, F

K-means — priklad 1 (nahodné rozdéleni)

1.6 ®oow .
1."‘1_ * w2 -

1.2} . i

0af * S % i

0.6

T
®
¥
"
"
%
w
x
1

|:|.2- b4 w Kx —

24



cova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

K-means — priklad 1 (nahodné rozdéleni)
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K-means — priklad 2
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K-means priklad 3
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K-means priklad 3

29
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Srovnani hierarchické a nehierarchické metody




Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Optimalni pocet shluku

e Jak urcit optimalni pocet shluku?

— souvisi s mirou separability (preprocessing)

— melo by rozlisit ,vice” a ,,méné” podobné shluky
e Rada otazek

— ma zalezet na poctu prvkl ve shluku?

— ma byt zavislé na tvaru?

— ma byt zavislé na prostoru, ktery shluk zabira?

— ma byt citlivé na outliers?

31
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Optimalni pocet shluku

e Absolutni srovnani

— srovnavaji se primo hodnoty indext pro konkrétni, predem
dané pocty shluku (typické pro k-means metody)

— Calinski and Harabasz
— procento promenlivosti
— Davies-Bouldin Index

e Diferencni srovnani

— srovnavaji se diference indikatoru pri rostoucim poctu shluku
— Hartigan
— Krzanowski and Lai

V ¢em spociva princip absolutnich metod pro srovnani riznych rozklada? 32
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Calinského a Harabaszova metoda 1/3

e Je dana pomérem meziskupinové a vnitroskupinové
ctvercové vzdalenosti

e Vnitroskupinova ¢tvercova vzdalenost pro k shlukt
(within-clustr sum of squares):

W, = 3 -x°

r=11ieC,

2

e kde
—  X%je pramér prvkii ve shluku C,
— k je pocet shlukl

33
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Calinského a Harabaszova metoda 2/3

e Meziskupinova ¢tvercova vzdalenost pro k shluk
(between-clustr sum of squares):

K
B, :Z_;‘Cr‘

— X“rje pramér prvkii ve shluku C,

. 112
XCr —XH

— k je pocet shluku

e Mira separability shlukd (¢im vétsi, tim lepsi) jest:

B /(k-1) B, (N-k)

W I(N-k) W, (k-1)

34
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Shlukova analyza, Hierarchické, Nehierarchické, Optimum, Dodatek

Procento promenlivosti PV,

e Vyuziva mezishlukové sumy ctvercti WSS, vypoctené z
vnitroskupinové vzdalenosti W,
k
Wss, =Sy
Nm—m =
— N je pocet prvkd
— m je pocet veli€in popisujicich prvek (dimenze, pocet znaku)
— k je pocet shluku

e Procento proménlivosti (100% pro k=1, 0% pro k=N)
WSS,
WSS,

PV, =100%

36
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/

Davies-Bouldinuv index

e Primeérna vzdalenost uvnitr shluku A = J€Ci

e Vzdalenost mezi dvéma shluky 5 —d(>‘<ci )_(cj)
ij ’

e Vysledny index (¢im je mensi, tim lepsi separabilita)

1 & Ai+Aj
IDB:_ max
K< =

— X%je pramér prvkd ve shluku C;a Xﬁej-tv prvek ve shluku C,
— k je pocet shlukU
— d(x,y) je vzdalenost mezi prvky xa y
37
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Davies-Bouldinuv index

1 1.55 = sessnass Clustering the S0M
1.5 4 e K-mean clustering
145 4
IE=NS 14 -
¥ 135
EERE
.l £ A
ﬁ 1.25
2 12
[=]
o7l s
w
2L
05l £ 105
1 -
.95 4
D&¢ 0ng 4 5
5 k
0851 M ceressassnaees
04 1 1 1 1 1 1 1 1 1 0.E T
1 1.5 2 248 3 15 4 4.5 A 8.5 B 1 3 3 4 [ 6

Mumber of Clusters . .
Mumber of clusters

Kazdy navrzeny shluk je charakterizovan svou ,,nejhorsi“ rozliSitelnosti
vUcCi ostatnim navrzenym shlukdm (,,max“ v definici indexu). Pramér
téchto ,,nejhorsich” pripadl pak definuje index samotny. Minimum

indexu urcuje odhad nejvhodnéjsiho poctu shluku.
38



Diferencni indexy

e Hartiganuv index

H (k) = [V\\//Vk —1}/(n -k -1)

e Krzanowski and Lai

(k-D*""W_, —k*' "W,
k* "W, —(k +2)*PW,

KL(K) =

39
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Dodatek

e Metody ménici pocty shlukt
— MacQueen se dvéma parametry
— Wishartova metoda RELOC (4 parametry)
— Metoda ISODATA (2 parametry)

40



